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de diversão, conversas agradáveis e motivação, que sempre me ajudavam a sair do stress

do dia-a-dia.

Agradeço a minha noiva Elaila, que sempre esteve do meu lado nessa jornada, me incen-

tivando, me apoiando, me motivando, torcendo por mim e, acima de tudo, nunca deixou

de acreditar em mim.

Agradeço ao meu orientador e amigo Prof. Dr. João Carlos pelos ensinamentos, pela

motivação que me deu, por ter acreditado em mim e por estar sempre presente quando

precisei. Agradeço também ao Prof. Dr. João Xavier que teve parcela fundamental nesse
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Resumo

Neste trabalho mostramos como o conceito de error bounds pode ser usado como uma

ferramenta efetiva para se obter resultados de complexidade de métodos de descida de pri-

meira ordem em programação convexa. Para isso, estudamos a relação entre os conceitos

de error bounds e desigualdade de Kurdyka- Lojasiewicz. Usando esses conceitos, obtemos

a complexidade do método via um algoritmo de ponto proximal unidimensional. Como

aplicação, analisamos um método para resolver um problema de viabilidade convexa.

Palavras-chaves: Error bounds, desigualdade KL, minimização convexa.
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Abstract

In this work, we show how the concept of error bounds can be used as an effective tool

to obtain complexity results of a first order descent method in convex programming. To

this end, we study the relationship between the concepts of error bounds and Kurdyka-

 Lojasiewicz inequality. Using these concepts, we obtain the complexity of the method by

means of an unidimensional proximal point algorithm. As an application, we analyze a

method for solving a convex feasibility problem.

Keywords: Error bounds, KL inequality, convex minimization.
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vii



Introdução

Seja f : D → R uma função real, onde D ⊂ Rn é um subconjunto não-vazio. Consi-

deramos o problema de achar um minimizador de f no conjunto D. Este problema será

escrito como

min {f(x) : x ∈ D}.

Quando D = Rn dizemos que temos um problema de minimização irrestrito. Quando

D é um conjunto convexo e f é uma função convexa dizemos que temos um problema de

minimização convexa (ver [15]). Em quase todo este trabalho estaremos considerando

f : Rn → R uma função própria, convexa, semicont́ınua inferiormente e assumiremos

sempre que o conjunto dos minimizadores de f é diferente do vazio, isto é, arg min f 6= ∅.
Em sua forma mais simples, um error bounds é uma desigualdade da forma

ω(f(x) − min f) > dist(x, arg min f),

onde ω é uma função crescente, nula no 0 - chamada aqui de função residual -, e onde x

pode se expandir por todo o espaço ou em um conjunto limitado. As primeiras descobertas

significativas na teoria de error bounds vieram no fim dos anos 50, com os pioneiros

trabalhos de  Lojasiewicz [19, 20]. Mostraremos que error bounds podem ser usados como

uma ferramenta efetiva para se obter resultados de complexidade de métodos de descida

de primeira ordem em programação convexa. Para tal tarefa usamos a desigualdade de

Kurdyka- Lojasiewicz. Uma função f satisfaz a desigualdade de Kurdyka- Lojasiewicz (ou

tem a propriedade KL) quando existe uma função ϕ suave, côncava tal que

‖∇(ϕ ◦ (f− min f))(x)‖ > 1

para todo x em uma vizinhança do conjunto arg min f. A propriedade KL foi introduzida

inicialmente em [6]. Mostraremos que se f é uma função convexa e o error bounds provém

1



Sumário 2

de uma função residual com o comportamento moderado, então error bounds é equivalente

a desigualdade KL.

Uma vez sabendo que error bounds fornece uma desigualdade KL, precisamos fazer

uma conexão desse fato com a complexidade dos métodos de primeira ordem. Para isto,

consideraremos o método de descida de primeira ordem, o qual tem a forma

(i) f(x) + a‖xk − xk−1‖2 6 f(xk−1),

(ii) ‖ωk‖ 6 b‖xk − xk−1‖, onde ωk pertence ao subdiferencial de f no ponto xk para

todo k > 1

e associamos uma sequência proximal unidimensional “pior caso”

αk+1 = arg min

{
ϕ−1(s) +

1

2ζ
(s− αk)

2 : s > 0

}
, α0 = ϕ

−1(f(x0)),

onde ζ é uma constante que depende explicitamente do terno de números reais positivos

(a,b, l) onde l > 0 é uma constante Lipschitz de (ϕ−1) ′. Essa idéia é o principal re-

sultado do artigo proposto [7]. Nosso resultado de complexidade afirma que, sob fracas

suposições, a sequência proximal unidimensional “pior caso”domina a complexidade do

método original através da desigualdade

f(xk) − min f 6 ϕ−1(αk), k > 0.

Em suma, nossa metodologia será a seguinte: obter um error bounds, calcular a função

desingularizante sempre que posśıvel, identificar as constantes essenciais no método de

descida e, finalmente, obter a complexidade usando a sequência proximal unidimensional

“pior caso”. Os resultados descritos neste trabalho foram estabelecidos em Bolte et al. [7].

Dividimos este trabalho em quatro caṕıtulos. No primeiro deles abordamos noções

básicas de otimização e análise convexa, e o conclúımos com um breve comentário sobre

operador proximal. No segundo caṕıtulo, introduzimos os conceitos de error bounds e de-

sigualdade de Kurdyka- Lojasiewicz. Neste caṕıtulo, definimos ainda curvas subgradientes

e enunciamos alguns resultados sobre, que serão de fundamental importância na demons-

tração da equivalência entre error bounds e desigualdade de Kurdyka- Lojasiewicz. No

terceiro caṕıtulo apresentamos os métodos de descida de primeira ordem e a sua comple-

xidade. No quarto caṕıtulo, fazemos uma aplicação da teoria no problema de viabilidade

convexa com interseção regular.



Caṕıtulo 1

Noções Preliminares

Este caṕıtulo é dedicado a apresentar alguns conceitos básicos, notações e resultados

de otimização e análise convexa que serão usados ao longo da dissertação. Grande parte

dos resultados aqui contido podem ser encontrados mais detalhadamente em [15, 28].

1.1 Condições de otimalidade e funções convexas

Nesta seção, apresentamos algumas definições e resultados sobre otimização, com en-

foque maior àqueles resultados obtidos para funções convexas. O conceito de convexidade

é muito importante na teoria de otimização. Veremos que com a noção de convexidade,

as condições necessárias de otimalidade passam a ser suficientes. Assim, todo ponto es-

tacionário torna-se solução do problema. Em particular, qualquer minimizador local é

global. Todas as demonstrações que forem omitidas nesta seção podem ser facilmente

encontradas em [15, 28].

Seja f : D ⊂ Rn → R uma função. O problema a ser considerado é o de encontrar um

minimizador de f em D. Este problema é dito de minimização e será escrito como

min {f(x) : x ∈ D}. (1.1)

Dizemos que o conjunto D é o conjunto viável do problema. Os pontos de D serão cha-

mados pontos viáveis e f será chamada função objetivo. Dizemos ainda que v ∈ [−∞,+∞)

definido por

v = inf
x∈D

f(x)

3
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é o valor ótimo do problema (1.1).

Definição 1. Dizemos que um ponto x ∈ D é:

(a) minimizador global de (1.1), se

f(x) 6 f(x), ∀x ∈ D;

(b) minimizador local de (1.1), se existe ε > 0 tal que

f(x) 6 f(x), ∀x ∈ D ∩ B(x, ε).

Notemos que todo minimizador global é também minimizador local, mas o rećıproco não

é válido.

Chamamos de arg min f o conjunto dos minimizadores globais do problema (1.1), isto

é,

arg min f := {x ∈ D : f(x) 6 f(x), ∀x ∈ D} = {x ∈ D : f(x) = v},

onde v é o valor ótimo do problema. Uma função pode admitir vários minimizadores glo-

bais, mas o valor ótimo do problema sempre é o mesmo. Em alguns casos, mesmo quando

v é finito, pode não haver um minimizador global para o problema, isto é, arg min f = ∅.
Como exemplo disso, citamos o problema:

min {ex : x ∈ R}.

Com base nisso, apresentamos agora alguns critérios que garantem a existência de solução

global.

Teorema 1. (Teorema de Weierstrass)

Sejam D ⊂ Rn um conjunto compacto não-vazio e f : D → R uma função cont́ınua.

Então f assume máximo e mı́nimo em D. Em particular, o problema (1.1) tem solução

global.

Demonstração. É suficiente provar a existência de um minimizador. Como a imagem de

um conjunto compacto por uma função cont́ınua é compacto temos que o conjunto

{y ∈ R : y = f(x), x ∈ D}
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é um conjunto compacto. Em particular, este conjunto é limitado inferiormente. Seja

−∞ < v = inf
x∈D

f(x). Pela definição de ı́nfimo, para todo k ∈ N existe um xk ∈ D tal que

v 6 f(xk) 6 v+
1

k
.

Passando ao limite quando k→∞, concluimos que

lim
k→∞

f(xk) = v.

Como (xk)k∈N ⊂ D compacto, segue que (xk)k∈N é uma sequência limitada. Logo possui

subsequência (xkj)j∈N que converge para um ponto de D, isto é,

lim
j→∞

xkj = x ∈ D.

Pela continuidade de f,

lim
j→∞

f(xkj) = f(x).

Dáı,

v = lim
k→∞

f(xk) = lim
j→∞

f(xkj) = f(x),

isto é, f assume o valor mı́nimo em D no ponto x ∈ D.

Definição 2. O conjunto de ńıvel da função f : D ⊂ Rn → R associado a c ∈ R, é o

conjunto dado por

Lf,D(c) = {x ∈ D : f(x) 6 c}.

Corolário 1. Sejam D ⊂ Rn e f : D → R cont́ınua no conjunto D. Suponhamos que

existe c ∈ R tal que o conjunto de ńıvel Lf,D(c) seja não-vazio e compacto. Então o

problema de minimizar f em D possui uma solução global.

Demonstração. Pelo Teorema de Weierstrass, o problema

min f(x) sujeito a x ∈ Lf,D(c)

tem uma solução global, digamos x. Para todo x ∈ D \ Lf,D(c) temos que

f(x) > c > f(x).

Isso mostra que x é um minimizador global de f não só em Lf,D(c), mas também em

D.
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Definição 3. Dizemos que a função f : D → R é coerciva no conjunto D, quando para

cada sequência (xk)k∈N ⊂ D tal que ‖xk‖ → ∞ ou xk → x ∈ D \ D (k → ∞), tem-se

lim supk→∞ f(xk) = +∞.

Corolário 2. Sejam D ⊂ Rn e f : D → R uma função cont́ınua coerciva em D 6= ∅.
Então, o problema de minimizar f em D possui uma solução global.

Demonstração. Escolha um x ∈ D e defina c = f(x). Com esta escolha, o conjunto de

ńıvel Lf,D(c) é não-vazio. Provaremos que ele é compacto, mostrando que ele é limitado

e fechado.

Suponhamos que Lf,D(c) é ilimitado. Então existe uma sequência (xk)k∈N ⊂ Lf,D(c) tal

que ‖xk‖ → +∞ (k→∞). Como (xk)k∈N ⊂ D e f é coerciva em D,

lim supk→∞f(xk) = +∞.

Por outro lado, f(xk) 6 c para todo k, pela definição de conjunto de ńıvel. Esta con-

tradição implica que Lf,D(c) é limitado. Suponhamos agora que Lf,D(c) não seja fe-

chado. Então existe uma sequência (xk)k∈N ⊂ Lf,D(c) tal que xk → x (k → ∞), com

x ∈ Lf,D(c) \ Lf,D(c). Como

Lf,D(c) = D ∩ {y ∈ Rn : f(y) 6 c},

e o conjunto {y ∈ Rn : f(y) 6 c} é fechado pela continuidade de f, isto significa que

xk → x ∈ D \D. Agora, a coercividade de f em D implica em

lim sup
k→∞

f(xk) = +∞.

Novamente isso contradiz o fato de que (xk)k∈N ⊂ Lf,D(c). Portanto, Lf,D(c) é fechado.

Concluimos assim que Lf,D(c) é não vazio e compacto. A afirmação segue do Corolário

1.

Nosso próximo teorema nos fornece uma condição necessária para que um ponto x ∈ D
seja um minimizador de f em D. Mais a frente veremos que essa condição será também

suficiente se a função for convexa e diferenciável.

Teorema 2. (Condição necessária de primeira ordem)

Suponhamos que D ⊂ Rn é um conjunto aberto e f : D→ R é uma função diferenciável.

Se x é um minimizador local de f em D então ∇f(x) = 0.
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Demonstração. Veja página 17 de [15].

Definição 4. Dizemos que uma função f : D→ R é semicont́ınua inferiormente no ponto

x ∈ D ⊂ Rn, quando para qualquer sequência (xk)k∈N ⊂ D tal que xk → x (k → ∞),

tem-se

lim inf
k→∞

f(xk) > f(x).

Uma função f é dita semi-cont́ınua inferiormente no conjunto D, quando ela é semi-

cont́ınua inferiormente em todos os pontos de D.

Definição 5. Uma função f : D→ R é L-Lipschitz cont́ınua quando existe uma constante

L > 0 tal que

‖f(x) − f(y)‖ 6 L‖x− y‖, ∀x,y ∈ D.

A seguir, apresentamos as definições de conjunto convexo e de funções convexas. Tais

conceitos podem ser encontrados com mais detalhes em [15, 28].

Definição 6. Um conjunto D ⊂ Rn é chamado conjunto convexo se para quaisquer

x,y ∈ D e α ∈ [0, 1], tem-se que αx+ (1 − αy) ∈ D.

Exemplo 1. Dados a ∈ Rn e r > 0, a bola B(a, r) = {x ∈ Rn : ‖x − a‖ 6 r} é um

conjunto convexo.

De fato, dados x,y ∈ B(a, r) e α ∈ [0, 1] temos que

‖αx+ (1 − α)y− a‖ = ‖α(x− a) + (1 − α)(y− a)‖

6 α‖x− a‖+ (1 − α)‖y− a‖

6 αr+ (1 − α)r = r.

Logo αx+ (1 − α)y ∈ B(a, r).

Uma projeção (ortogonal) do ponto x ∈ Rn sobre um conjunto D ⊂ Rn é um ponto

de D que está mais próximo de x (onde a distância é medida pela norma euclidiana). Em

outras palavras, uma projeção de x sobre D é a solução (global) do problema

min ‖y− x‖ sujeito a y ∈ D.

Nosso próximo teorema diz que se D é um conjunto convexo e fechado, então tal projeção

é única.
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Teorema 3. (Teorema da projeção)

Seja D ⊂ Rn um conjunto convexo e fechado. Então para todo x ∈ Rn, a projeção de x

sobre D, denotada por PD(x), existe e é única. Além disso, x = PD(x) se, e somente se,

x ∈ D, 〈x− x,y− x〉 6 0, ∀y ∈ D.

Demonstração. Ver página 105 de [15].

Corolário 3. (Operador de projeção é 1-Lipschitz cont́ınuo)

Seja D ⊂ Rn um conjunto convexo e fechado. Então para x ∈ Rn e y ∈ Rn quaisquer,

‖PD(x) − PD(y)‖ 6 ‖x− y‖.

Em particular, PD(·) é cont́ınuo no Rn.

Demonstração. Ver página 109 de [15]

Definição 7. Seja D ⊂ Rn um conjunto convexo. Dizemos que uma função f : D → R

é convexa em D quando

f(αx+ (1 − αy)) 6 αf(x) + (1 − α)f(y), (1.2)

para todos x,y ∈ D e α ∈ [0, 1].

Uma função f é dita estritamente convexa quando a desigualdade (1.2) for estrita para

todos x 6= y e α ∈ (0, 1).

Note que toda função estritamente convexa é convexa. Já o rećıproco não ocorre,

como podemos verificar no exemplo abaixo.

Exemplo 2. A função f : R → R, dada por f(x) = x2 é estritamente convexa, logo é

convexa. Já a função g : R → R, dada por g(x) = x é convexa mas não é estritamente

convexa.

O resultado a seguir ressalta a importância de funções convexas em otimização. Até

o fim desta seção, consideraremos D ⊂ Rn um conjunto convexo.

Teorema 4. (Teorema de minimização convexa)

Seja f : D → R uma função convexa em D. Então todo minimizador local em (1.1) é

global. Além disso, o conjunto dos minimizadores é convexo.
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Demonstração. Suponha que x ∈ D seja um minimizador local que não é global. Então

existe y ∈ D tal que f(y) < f(x). Definimos x(α) = αy+ (1 − α)x. Pela convexidade de

f, para todo α ∈ (0, 1], tem-se

f(x(α)) = f(αy+ (1 − α)x) 6 αf(y) + (1 − α)f(x) = f(x) + α(f(y) − f(x)) < f(x).

Tomando α > 0 suficientemente pequeno, podemos garantir que o ponto x(α) está arbi-

trariamente próximo do ponto x, e ainda tem-se que f(x(α)) < f(x) com x(α) ∈ D. Isto

contradiz o fato de que x é um minimizador local. Logo toda solução local é global. Sejam

agora S ⊂ D o conjunto dos minimizadores de f e v ∈ R o valor ótimo do problema. Para

quaisquer x, x ∈ S e α ∈ [0, 1], pela convexidade de f obtemos

f(αx+ (1 − α)x) 6 αf(x) + (1 − α)f(x) = αv+ (1 − α)v = v.

Se v = inf
x∈D

f(x) e αx+ (1 − α)x ∈ D, então podemos deduzir da desigualdade acima que

f(αx+ (1 − α)x) = v,

isto é, αx+ (1 − α)x ∈ S. Logo S é convexo.

Observação 1. Se f é estritamente convexa, não pode haver mais de um minimizador.

Se existissem x, x ∈ S com x 6= x pod́ıamos tomar qualquer α ∈ (0, 1) que, pela convexi-

dade estrita de f, teŕıamos

f(αx+ (1 − α)x) < αf(x) + (1 − α)f(x) = v.

Como o conjunto S é convexo, temos uma solução do problema dada por αx + (1 − α)x

com valor da função objetivo menor do que o valor ótimo v. Isto é uma contradição. Logo

o minimizador do problema deve ser único.

Os teoremas a seguir caracterizam uma função convexa. Suas demonstrações não serão

feitas aqui, porém todas podem ser facilmente encontradas em [15, 28].

Teorema 5. Sejam fi : D → R, i = 1, ...,p, funções convexas em D. Então para

quaisquer µi > 0, i = 1, ...,p, a função

f : D→ R, f(x) =

p∑

i=1

µifi(x)

é convexa em D.



Caṕıtulo 1. Noções Preliminares 10

Demonstração. Ver página 141 de [15]

Teorema 6. Sejam f : Rn → R uma função convexa e g : R→ R uma função convexa e

não-decrescente. Então a função

ψ : Rn → R, ψ(x) = g(f(x))

é convexa.

Demonstração. Ver página 143 de [15].

Teorema 7. (Caracterização de funções convexas diferenciáveis)

Sejam D ⊂ Rn um conjunto aberto convexo e f : D→ R uma função diferenciável em D.

Então as seguintes propriedades são equivalentes:

(i) A função f é convexa em D;

(ii) Para todo x ∈ D e todo y ∈ D,

f(y) > f(x) + 〈∇f(x),y− x〉;

(iii) Para todo x ∈ D e todo y ∈ D,

〈∇f(y) −∇f(x),y− x〉 > 0.

Além disso, se f é estritamente convexa, estas caracterizações seguem com as desigualda-

des estritas.

Demonstração. Ver página 159 de [15].

Corolário 4. Seja f : D ⊂ Rn → R uma função convexa diferenciável no conjunto D

aberto. Se ∇f(x) = 0, então x é minimizador global de f em D.

Demonstração. Pelo teorema anterior, item (ii), para todo y ∈ D temos

f(y) > f(x) + 〈∇f(x),y− x〉 = f(x).

Dáı,

f(x) 6 f(y), ∀y ∈ D.

Portanto x é minimizador global de f em D.
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Definição 8. Se D ⊂ Rn é um conjunto convexo, dizemos que f : D→ R é uma função

côncava em D, quando a função (−f) é convexa em D.

Notemos que as afirmações do Teorema 4 são verdadeiras se substituimos minimização

de uma função convexa num conjunto convexo por maximização de uma função côncava

num conjunto convexo.

Nossa próxima definição funciona, em um certo sentido, como uma derivada generali-

zada para funções convexas não necessariamente diferenciáveis.

Definição 9. Seja f : Rn → R uma função convexa. Dado x ∈ Rn, o subdiferencial de f

em x é definido como sendo

∂f(x) = {u ∈ Rn : f(y) > f(x) + 〈u,y− x〉,∀y ∈ Rn}.

Exemplo 3. Seja f : R→ R, dada por f(x) = |x|. Verifica-se que:

∂f(x) =





−1 , se x < 0

[−1, 1] , se x = 0

1 , se x > 0

Neste exemplo, o ponto x = 0 é um minimizador global. Note ainda que 0 ∈ ∂f(0),
porém 0 /∈ ∂f(x), para todo x 6= 0. Mais geralmente, vale a seguinte proposição:

Proposição 1. Seja f : Rn → R uma função convexa. O ponto x ∈ Rn é mı́nimo global

de f se, somente se, 0 ∈ ∂f(x).

Demonstração. Segue diretamente da definição de subdiferencial.

Se uma função f é diferenciável, então vale o seguinte resultado:

Proposição 2. Uma função convexa f : Rn → R é diferenciável no ponto x ∈ Rn se,

somente se, o conjunto ∂f(x) contém um elemento só. Neste caso, ∂f(x) = {f ′(x)}.

Demonstração. Ver página 179 de [15].

Proposição 3. Seja (xk,ωk)k∈N uma sequência em Rn ×Rn tal que (xk,ωk) ∈ graf ∂f

para todo k ∈ N. Se (xk,ωk) converge para (x,ω), e f(xk) converge para f(x) então

(x,ω) ∈ graf ∂f.

Demonstração. Veja página 441 de [1].
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Observação 2. De acordo com a proposição acima, se mostrarmos que existe uma

sequência (xk,ωk) ∈ graf ∂f tal que (xk,ωk)→ (x, 0) e f(xk)→ f(x), então ∂f(x) = 0.

A seguinte proposição nos fornece uma regra de cálculo para funções convexas não-

diferenciáveis. Podemos encontrar mais propriedades deste tipo de função em [15].

Proposição 4. (O subdiferencial da soma de funções convexas)

Sejam fi : R
n → R, i = 1, . . . ,p funções convexas. Então

∂

(
p∑

i=1

fi(x)

)
=

p∑

i=1

∂fi(x).

Demonstração. Ver página 184 de [15].

Teorema 8. (O subdiferencial de uma função convexa)

Se f : Rn → R é uma função convexa então, para todo x ∈ Rn, o conjunto ∂f(x) é

convexo, compacto e não-vazio.

Demonstração. Ver página 176 de [15].

Observamos que ∂f : Rn ⇒ Rn é uma aplicação ponto-conjunto, com domı́nio

dom ∂f = {x ∈ Rn : ∂f(x) 6= ∅}.

Para cada x ∈ dom ∂f, denotaremos por ∂0f(x) o elemento de menor norma de ∂f(x). O

vetor ∂0f(x) existe e é único, pois é a projeção de 0 ∈ Rn no conjunto não-vazio, fechado

e convexo ∂f(x). Dáı temos que

‖∂0f(x)‖ = dist(0,∂f(x)).

Quando x 6∈ dom ∂f temos ‖∂0f(x)‖ = +∞. Adotamos por convenção s × (+∞) = +∞
para todo s > 0.

1.2 Operador Proximal

De agora em diante, assumimos que f : Rn → R é uma função própria, convexa e

semicont́ınua inferiormente. Estamos interessados em algumas propriedades da função f

na vizinhança de seus minimizadores. Vamos supor que o conjunto dos minimizadores é
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diferente do vazio e o denotaremos por S. Assumiremos ainda, sem perda de generalidade,

que min f = 0.

Dado λ > 0, definamos o operador proximal como a aplicação ponto-conjunto

proxλf(x) : R
n ⇒ Rn definida através da fórmula

proxλf(x) := arg min

{
f(y) +

1

2λ
‖y− x‖2 : y ∈ Rn

}
.

Observação 3.

(a) A função f(y) + 1
2λ
‖y− x‖2 é coerciva.

Uma vez que estamos assumindo S = arg min f 6= ∅ temos que f é limitada inferi-

ormente. Assim, existe L ∈ R tal que L < f(x) para todo x ∈ Rn. Dáı, tomando

uma sequência (xk)k∈N ⊂ Rn tal que ‖xk‖ → +∞ e usando a Desigualdade de

Cauchy-Schwarz, obtemos

lim
k→∞

(
f(xk) +

1

2λ
‖xk − x‖2

)
> L+ lim

k→∞

1

2λ
‖xk − x‖2

= L+
1

2λ
‖x‖2 + 1

2λ
lim
k→∞

(
‖xk‖2 − 2〈xk, x〉

)

> L+
1

2λ
‖x‖2 + 1

2λ
lim
k→∞

(
‖xk‖2 − 2‖xk‖‖x‖

)

= +∞,

isto é,

lim
k→∞

(
f(xk) +

1

2λ
‖xk − x‖2

)
= +∞.

Segue da definição que f(y) + 1
2λ
‖y− x‖2 é coerciva. Logo, tem um minimizador

global, garantido pelo Teorema 2.

(b) A função f(y) + 1
2λ
‖y− x‖2 é estritamente convexa.

Como f é convexa e ‖ ·−x‖2 é estritamente convexa, segue do Teorema 5 que a soma

f(y) + 1
2λ
‖y− x‖2 é estritamente convexa. Além disso, o Teorema 4 garante que se

existe um minimizador, então ele é único.

A observação feita acima nos garante que se f é uma função convexa, então proxλf(x)

tem um único elemento. Agora, se x0 ∈ Rn, o algoritmo proximal se escreve

xk+1 ∈ proxλkf(x
k), (1.3)

onde λk é uma sequência de passos tal que λk ∈ [λ−, λ+] ⊂ (0,+∞). Afirmamos que a

sequência (xk)k∈N gerada pelo algoritmo (1.3) satisfaz as seguintes condições:



Caṕıtulo 1. Noções Preliminares 14

(i) Para cada k ∈ N,

f(xk+1) +
1

2λk
‖xk+1 − xk‖2 6 f(xk). (1.4)

(ii) Para cada k ∈ N, existe wk+1 ∈ ∂f(xk+1) tal que

λkw
k+1 + xk+1 − xk = 0. (1.5)

De fato, como xk+1 ∈ proxλkf(x
k) tem-se que

f(xk+1) +
1

2λk
‖xk+1 − xk‖2 6 f(y) + 1

2λk
‖y− xk‖2 , ∀y ∈ Rn.

Em particular se y = xk, obtemos (1.4).

Por outro lado, afirmamos que wk+1 = −
1

λk
(xk+1 − xk) ∈ ∂f(xk+1). De fato, como

xk+1 ∈ proxλkf(x
k), segue da Proposição 1 que

0 ∈ ∂
(
f(xk+1) +

1

2λk
‖xk+1 − xk‖2

)
= ∂f(xk+1) +

1

λk
(xk+1 − xk),

ou seja,

−
1

λk
(xk+1 − xk) ∈ ∂f(xk+1).

Portanto wk+1 = −
1

λk
(xk+1 − xk) ∈ ∂f(xk+1), com

λkw
k+1 + xk+1 − xk = 0.

O conceito de operador proximal será útil no decorrer dos próximos caṕıtulos.



Caṕıtulo 2

Error bounds e desigualdade de

Kurdyka- Lojasiewicz

Neste caṕıtulo, definiremos curvas subgradientes, desigualdade de Kurdyka- Lojasiewicz

e error bounds. Veremos ainda um resultado de equivalência geral entre error bounds e

desigualdade de Kurdyka- Lojasiewicz (ou abreviadamente, desigualdade KL), que pode

ser consultado em Bolte et al. [7]. Nosso principal objetivo é estabelecer um caminho

simples e natural de calcular expoentes  Lojasiewicz e, mais geralmente, funções desingu-

larizantes. A importância dessa equivalência vem do fato de que a desigualdade KL com

constante conhecida é, em geral, mais dif́ıcil de se estabelecer enquanto que error bounds

são mais maleáveis, isto é, são mais fáceis de se estabelecer (ver, por exemplo, [17]). Além

disso, o fato destas duas noções serem equivalentes abre uma grande raio de possibilidades

quando vamos analisar complexidade de algoritmos.

2.1 Curvas Subgradientes

Considere a inclusão diferencial



ẏ(t) ∈ −∂f(y(t)), para quase todo t ∈ (0,+∞)

y(0) = x.

onde x ∈ dom f e y(·) é uma curva absolutamente cont́ınua em Rn. As principais propri-

edades deste sistema estão resumidas no seguinte:

15
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Teorema 9. Para cada x ∈ dom f, existe uma única curva absolutamente cont́ınua

χx : [0,∞)→ Rn tal que χx(0) = x e

χ̇x(t) ∈ −∂f(χx(t))

para quase todo t > 0. Além disso,

(i) d
dt
χx(t

+) = −∂0f(χx(t
+)) para todo t > 0;

(ii) d
dt
f(χx(t

+)) = −‖χ̇x(t+)‖2 para todo t > 0;

(iii) Para cada z ∈ S, a função t 7→ ‖χx(t) − z‖ é decrescente;

(iv) χx(t) converge para algum x ∈ S, quando t→∞.

Demonstração. Consultar referências [9] e [10].

O resultado acima (junto com sua demonstração) foi feito originalmente em espaço

de Hilbert e pode ser encontrado em [9], exceto a parte (iv) que foi provado em [10]. A

trajetória t 7→ χx(t) é chamada curva subgradiente.

Dados x ∈ dom f, e 0 6 t < s, escrevemos

comp(χx, t, s) =

∫s

t

‖χ̇x(τ)‖dτ

como sendo o comprimento de χx variando de t a s.

2.2 Desigualdade de Kurdyka- Lojasiewicz

Nesta seção apresentamos a desigualdade de Kurdyka- Lojasiewicz. Para simplificar a

notação, escreveremos [f < µ] = {x ∈ Rn : f(x) < µ}. Seja r0 > 0 e defina

K(0, r0) = {ϕ ∈ C0[0, r0) ∩ C1(0, r0),ϕ(0) = 0, ϕ concava e ϕ ′ > 0}.

A função f satistaz a desigualdade de Kurdyka- Lojasiewicz (ou tem a propriedade KL)

localmente em x ∈ dom f se existem r0 > 0, ϕ ∈ K(0, r0) e ε > 0 tais que

ϕ ′(f(x) − f(x)) dist(0,∂f(x)) > 1

para todo x ∈ B(x, ε) ∩ [f(x) < f < f(x) + r0]. A função ϕ acima é chamada função

desingularizante de f em x. Mostraremos agora que se x não é um minimizador de f, a

desigualdade KL é satisfeita em x. Para isto, precisaremos do seguinte:
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Lema 1. Seja f : Rn → R uma função própria e semicont́ınua inferiormente. Seja

x ∈ dom ∂f tal que 0 6∈ ∂f(x). Se

‖x− x‖+ |f(x) − f(x)| < δ, com δ > 0,

então

dist(0,∂f(x)) > δ.

Demonstração. Suponha por absurdo que existe uma sequência (δk)k∈N com δk > 0,

δk → 0 e uma sequência (xk)k∈N tal que

‖xk − x‖+ |f(xk) − f(x)| < δk, e dist(0,∂f(xk)) < δk. (2.1)

Como ∂f(xk) é fechado, existe uma sequênciaωk ∈ ∂f(xk) tal que ‖ωk‖ = dist(0,∂f(xk)).

Segue que ‖ωk‖ < δk, e consequentemente, ωk → 0. Por outro lado fazendo k → +∞
em (2.1), obtemos

xk → x e f(xk)→ f(x).

Logo, segue da Proposição 3 que 0 ∈ ∂f(x), o que contradiz a hipótese.

Proposição 5. Seja f : Rn → R uma função própria, semicont́ınua inferiormente e

x ∈ dom ∂f tal que 0 6∈ ∂f(x). Então a desigualdade de Kurdyka- Lojasiewicz é válida em

x.

Demonstração. Se x não é um ponto cŕıtico de f e ∂f(x) é um conjunto fechado, temos

que

δ := dist(0,∂f(x)) > 0.

Seja ϕ(s) := s/δ e considere r0 := δ/2. Dáı, para todo x ∈ B(x, δ/2)∩ [f(x) < f < f(x)+ r0],

temos

‖x− x‖+ |f(x) − f(x)| <
δ

2
+ r0 = δ.

Segue do Lema 1 que para todo x ∈ dom ∂f

ϕ ′(f(x) − f(x)) dist(0,∂f(x)) =
1

δ
dist(0,∂f(x)) <

δ

δ
= 1.

Sendo assim, focaremos no caso em que x ∈ S. Desde que f(x) = 0, a desigualdade

KL torna-se

ϕ ′(f(x))‖∂0f(x)‖ > 1
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para x ∈ B(x, ε) ∩ [0 < f < r0]. A função f tem a propriedade KL em S, se ela o tem em

cada ponto de S.

Exemplo 4. Seja f : Rn → R uma função duas vezes diferenciável. Dizemos que f é uma

função de Morse se em cada ponto cŕıtico x de f a matriz hessiana de f em x tem todos

os seus autovalores diferentes de zero. Toda função de Morse satisfaz a propriedade KL

em cada ponto, com função desingularizante ϕ(t) = c
√
t para algum c > 0 (ver Teorema

3.8 em [11]). Em particular, segue do Teorema 1.2 em [30], que toda função fortemente

convexa que é duas vezes diferenciável satisfaz a propriedade KL em cada ponto.

O seguinte teorema afirma que, sob certas condições, podemos garantir a existência

da propriedade KL numa vizinhança de cada ponto no dom f. Sua demonstração pode

ser encontrada em [6].

Teorema 10. Se f : Rn → R é uma função própria, convexa, semicont́ınua inferiormente

e semi-algébrica, então ela tem a propriedade KL numa vizinhança de cada ponto no

dom f.

Demonstração. Consultar [6].

2.3 Error Bounds

Consideremos uma função não-decrescente ω : [0,+∞[→ [0,+∞[ com ω(0) = 0. A

função f satisfaz um error bounds local com função residual ω se existe r0 > 0 tal que

(ω ◦ f)(x) > dist(x,S)

para todo x ∈ [0 6 f 6 r0]. De importância particular é o caso quando ω(s) = γ−1s
1
p

com γ > 0 e p > 1, na qual

f(x) > γ dist(x,S)p

para todo x ∈ [0 6 f 6 r0].
Desde o celebrado resultado de Hoffman em error bounds para sistemas de desigualda-

des lineares [14], o estudo de error bounds foi sendo aplicado com sucesso em problemas de

sensitividade, estimativa de raio de convergência e problemas de viabilidade. No mundo

da otimização, as primeiras extensões naturais foram feitas para funções convexas por
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Robinson [29], Mangasarian [25] e Auslender-Crouzeix [3]. Entretanto, a descoberta mais

impressionante veio anos antes, nos primeiros trabalhos de  Lojasiewicz [19, 20] no fim dos

anos 50: sob uma mera condição de compacidade, pod́ıamos garantir a existência de error

bounds para funções cont́ınuas semi-algébricas arbitrárias. Apesar da profundidade desse

resultado, esses trabalhos permaneceram despercebidos pela comunidade da otimização

durante um longo peŕıodo (ver [22]). No ińıcio dos anos 90, motivados pelas numerosas

aplicações, muitos pesquisadores começaram a trabalhar nessas linhas, em busca de re-

sultados quantitativos que pudessem produzir mais ferramentas efetivas. As pesquisas de

Pang [26] nos fornece um panorama dos resultados obtidos nesse tempo. Os trabalhos de

Luo [21, 23] e Dedieu [12] também são marcos importantes na teoria.

Enunciaremos agora o teorema feito por  Lojasiewicz em seu trabalho, citado acima,

no fim dos anos 50. Sua demonstração pode ser consultada em [19, 20].

Teorema 11. Seja f : Rn → R uma função própria, convexa, semicont́ınua inferiormente

e semi-algébrica, e assuma que arg min f é não-vazio e compacto. Então f tem um error

bounds global

f(x) + f(x)
1
p > γ0 dist(x, arg min f),∀x ∈ Rn,

onde γ0 > 0 e p > 1 é um número racional.

Demonstração. Consultar [19].

2.4 Error bounds com função residual moderada e

desigualdade  Lojasiewicz

Error bounds frequentemente ou tem a forma de potência ou são tipo Hölder. Eles

podem ser muito simples s → asp ou exibir duas somas, por exemplo, s → asp + bsq.

Uma função ϕ : [0, r)→ R em C1(0, r)∩C0[0, r) e nula na origem, tem o comportamento

moderado (próximo da origem) se ela satisfaz a equação diferencial do tipo

sϕ ′(s) > cϕ(s), ∀s ∈ (0, r),

onde c é uma constante positiva. Observemos que pela concavidade de ϕ temos necessa-

riamente c 6 1.
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Exemplo 5. Considere ϕ : [0, r)→ R dada por ϕ(s) = γ s
1
p . Desde que

ϕ ′(s) =
1

p
γ s(

1
p−1)

temos que

s ϕ ′(s) =
1

p
γ s

1
p =

1

p
ϕ(s), ∀s ∈ (0, r).

Fazendo c = 1
p

, obtemos que

s ϕ ′(s) > c ϕ(s), ∀s ∈ (0, r),

isto é, ϕ tem o comportamento moderado próximo à origem. Além disso, se γ > 0 e

p > 1 conseguimos mostrar que ϕ é concava com c = 1
p
6 1.

Nosso próximo resultado fornece uma estimativa para o comprimento das trajetórias

subgradientes, quando f satisfaz a desigualdade KL. A demonstração desse teorema foi

feita originalmente em espaço de Hilbert e pode ser encontrada em [7]. Relembramos aqui

que S = arg min f e que min f = 0.

Teorema 12. (KL e limites uniformes de curvas subgradientes)

Sejam x ∈ S, ρ > 0 e ϕ ∈ K(0, r0). São equivalentes:

(i) Para cada y ∈ B(x, ρ) ∩ [0 < f < r0], temos

ϕ ′(f(y))‖∂0f(y)‖ > 1.

(ii) Para cada x ∈ B(x, ρ) ∩ [0 < f 6 r0] e 0 6 t < s, temos

comp(χx, t, s) 6 ϕ(f(χx(t))) −ϕ(f(χx(s))).

Além disso, sob essas condições, χx(t) converge para um minimizador quando t→∞.

Demonstração. Mostraremos primeiramente que (i)⇒ (ii).

Para isto, tome x ∈ B(x, ρ) ∩ [0 < f 6 r0] e 0 6 t < s. Observe primeiro que

ϕ(f(χx(t))) −ϕ(f(χx(s))) =

∫ t

s

d

dτ
ϕ(f(χx(τ)))dτ

=

∫ t

s

ϕ ′(f(χx(τ)))(−‖χ̇x(τ)‖2)dτ

=

∫s

t

ϕ ′(f(χx(τ)))‖χ̇x(τ)‖2dτ.
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Desde que χx(τ) ∈ dom ∂f∩B(x, ρ)∩ [0 < f < r0] para todo τ > 0 e −χ̇x(τ) ∈ ∂f(χx(τ))
para quase todo τ > 0 (ver Teorema 9), temos que

1 6 ‖∂0(ϕ ◦ f)(χx(τ))‖ 6 ϕ ′(f(χx(τ)))‖χ̇x(τ)‖

para cada τ, onde a primeira desigualdade vem da hipótese (i) e a segunda vem do fato

de que ‖∂0(ϕ ◦ f)(χx(τ))‖ 6 ‖∂(ϕ ◦ f)(χx(τ))‖. Multiplicando por ‖χ̇x(τ)‖ e integrando

de t a s, obtemos

comp(χx, t, s) =

∫s

t

‖χ̇x(τ)‖dτ 6 ϕ(f(χx(t))) −ϕ(f(χx(s))).

Mostraremos agora que (ii)⇒ (i).

Tome y ∈ dom ∂f∩B(x, ρ)∩ [0 < f < 0]. Assim, para cada h > 0 é válida a desigualdade

1

h

∫h

0

‖χ̇(τ)‖dτ 6 −
ϕ(f(χy(h))) −ϕ(f(χy(0)))

h

= −
ϕ(f(χy(h))) −ϕ(f(y))

h
. (2.2)

Relembre do Teorema do Valor Médio para integrais que, dado h > 0, existe 0 6 c 6 h
tal que ∫h

0

‖χ̇y(τ)‖dτ = ‖χ̇y(c)‖(h− 0) = ‖χ̇y(c)‖h.

Assim, fazendo h→ 0 na desigualdade (2.2), obtemos

‖χ̇y(0+)‖ 6 −ϕ ′(f(y))(−‖χ̇y(0+)‖2)

= ϕ ′(f(y))‖∂0f(y)‖‖χ̇y(0+)‖,

donde segue que

‖∂0(ϕ ◦ f)(y)‖ > 1.

Finalmente, desde que ‖χx(t) − χx(s)‖ 6 comp(χx, t, s), deduzimos de (ii) que a função

t 7→ χx(t) tem a propriedade de Cauchy quando t→∞.

O próximo teorema é o principal resultado desse caṕıtulo. Ele diz que se ϕ tem

um comportamento moderado, f tem a propriedade KL global se, somente se, f tem

um error bounds global. Além disso, a função desingularizante na desigualdade KL e a

função residual no error bounds são essencialmente as mesmas, a menos de uma constante

multiplicativa. Vale observar aqui que esse resultado encontra-se feito na referência [7] e

foi feito originalmente em espaço de Hilbert.
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Teorema 13. (Caracterização de desigualdade de  Lojasiewicz para funções

convexas)

Seja f : Rn → R uma função própria, convexa e semicont́ınua inferiormente. Seja

r0 > 0, ϕ ∈ K(0, r0), c > 0, ρ > 0 e x ∈ arg min f.

(i) (Desigualdade KL implica error bounds) Se ϕ ′(f(x))‖∂0f(x)‖ > 1 para todo

x ∈ [0 < f < r0] ∩ B(x, ρ), então dist(x,S) 6 ϕ(f(x)) para todo x ∈ [0 < f < r0] ∩ B(x, ρ).

(ii) (Error bounds implica desigualdade KL) Reciprocamente, se sϕ ′(s) > cϕ(s) para todo

s ∈ (0, r0) (ϕ tem um comportamento moderado), e ϕ(f(x)) > dist(x,S) para todo

x ∈ [0 < f < r0]∩B(x, ρ), então ϕ ′(f(x))‖∂0f(x)‖ > c para todo x ∈ [0 < f < r0]∩B(x, ρ).

Demonstração. (i) Relembramos que a aplicação [0,+∞)×dom f 3 (t, x)→ χx(t) denota

o semifluxo associado a −∂f. Desde que f satisfaz a desigualdade de Kurdyka- Lojasiewicz,

podemos aplicar o Teorema 12 para obter

‖χx(t) − χx(s)‖ 6 comp(χx, t, s) 6 ϕ(f(χx(t))) −ϕ(f(χx(s))),

para cada x ∈ B(x, ρ)∩ [0 < f < r0] e 0 6 t < s. Como estabelecido no Teorema 12, χx(s)

converge para x ∈ S quando s→∞. Tomando então t = 0 e fazendo s→∞ deduzimos

que

‖χx(0) − x‖ 6 ϕ(f(χx(0))) −ϕ(f(x)) ⇒ ‖x− x‖ 6 ϕ(f(x)).

Portanto ϕ(f(x)) > dist(x,S) para todo x ∈ [0 < f < r0] ∩ B(x, ρ).
(ii) Tome x ∈ [0 < f < r0] ∩ B(x, ρ) e escreva y = PS(x). Por convexidade temos

0 = f(y) > f(x) + 〈∂0f(x),y− x〉,

onde a igualdade ocorre devido a y = PS(x) ∈ S e a desigualdade ocorre porque ∂0f(x) é

um subdiferencial de f em x. Isto implica que

f(x) 6 ‖∂0f(x)‖‖y− x‖ = dist(x,S)‖∂0f(x)‖ 6 ϕ(f(x))‖∂0f(x)‖.

Como x ∈ [0 < f < r0] ∩ B(x, ρ) segue que f(x) > 0. Além disso, sϕ ′(s) > cϕ(s) para

todo s ∈ (0, r0). Dáı,

1 6 ‖∂0f(x)‖ϕ(f(x))
f(x)

6 1

c
‖∂0f(x)‖ϕ ′(f(x)).

Assim,

ϕ ′(f(x))‖∂0f(x)‖ > c,

para todo x ∈ [0 < f < r0] ∩ B(x, ρ).
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Em uma demonstração similar ao do Teorema 13, podemos caracterizar a existência

global de uma desigualdade gradiente  Lojasiewicz.

Corolário 5. (Caracterização da desigualdade de  Lojasiewicz para funções

convexas: caso global)

Seja f : Rn → R uma função própria, convexa e semicont́ınua inferiormente. Seja

ϕ ∈ K(0,+∞) e c > 0.

(i) Se ϕ ′(f(x))‖∂0f(x)‖ > 1 para todo x ∈ [0 < f], então dist(x,S) 6 ϕ(f(x)) para todo

x ∈ [0 < f].

(ii) Reciprocamente, se sϕ ′(s) > cϕ(s) para todo s ∈ (0, r0) (ϕ tem um comportamento

moderado), e ϕ(f(x)) > dist(x,S) para todo x ∈ [0 < f], então ϕ ′(f(x))‖∂0f(x)‖ > c

para todo x ∈ [0 < f].

Demonstração. Segue do teorema.

Observação 4. Observe uma ligeira dissimetria entre as conclusões de (i) e (ii) do te-

orema e o corolário: enquanto uma função desingularizante provê diretamente um error

bounds in (i), um error bounds (com crescimento moderado) vem de uma função desin-

gularizante depois de um redimensionamento, dado por c−1ϕ.



Caṕıtulo 3

Complexidade para métodos de

descida de primeira ordem

No que se segue, assumiremos, assim como antes, que f : Rn → R é uma função

própria, convexa, semicont́ınua inferiormente tal que S = arg min f 6= ∅ e min f = 0. Os

conceitos e resultados apresentados podem ser consultados em [7].

3.1 Métodos de descida de primeira ordem

Uma sequência (xk)k∈N ⊂ Rn é um método de descida de primeira ordem ou algoritmo

abstrato de f : Rn → R se x0 ∈ dom f e existem a,b > 0 tais que:

(H1) (Condição suficiente de decrescimento) Para cada k > 1,

f(xk) + a‖xk − xk−1‖2 6 f(xk−1).

(H2) (Condição de erro relativo) Para cada k > 1, existe ωk ∈ ∂f(xk) tal que

‖ωk‖ 6 b‖xk − xk−1‖.

Observamos que o conceito de algoritmo abstrato foi usado em [2] com uma condição

adicional de continuidade. Aqui não será necessário essa condição, visto que f é convexa.

Essas condições foram consideradas inicialmente no trabalho de Luo-Tseng [24] e foram

usadas para o estudo de raios de convergência para error bounds.

24
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Observação 5. (Passo expĺıcito para gradientes Lipschitz cont́ınuos)

Se f é diferenciável e seu gradiente é L-Lipschitz cont́ınuo, então qualquer sequência

satisfazendo:

(H2’) Para cada k > 1,

‖∇f(xk−1)‖ 6 b‖xk − xk−1‖,

também satisfaz (H2).

De fato, para todo k > 1,

‖∇f(xk)‖ = ‖∇f(xk) +∇f(xk−1) −∇f(xk−1)‖

6 ‖∇f(xk−1)‖+ ‖∇f(xk) −∇f(xk−1)‖

6 b‖xk − xk−1‖+ L‖xk − xk−1‖

= (b+ L)‖xk − xk−1‖.

Exemplo 6. (O método do ponto proximal)

Seja f : Rn → R uma função própria, convexa, semicont́ınua inferiormente e assuma que

S 6= ∅ e min f = 0. O método do ponto proximal para resolver o problema de otimização

min
x∈Rn

f(x)

é definido formalmente do seguinte modo: dados a sequência (λk)k∈N de números reais

positivos e x0 ∈ Rn, defina

xk+1 = arg min
{
f(z) +

λk

2
‖z− xk‖2 : z ∈ Rn

}
, k = 0, 1, . . . (3.1)

Se (λk)k∈N é uma sequência tal que 0 < λ− 6 λk 6 λ+ < +∞ para todo k ∈ N então

f(xk+1) +
λ−

2
‖xk+1 − xk‖2 6 f(xk+1) +

λk

2
‖xk+1 − xk‖2 6 f(xk), ∀k ∈ N.

Além disso, como 0 = ∂f(xk+1) + λk(xk+1 − xk), temos que

∂f(xk+1) = λk(xk − xk+1) ⇒ ‖∂f(xk+1)‖ = ‖λk(xk+1 − xk)‖ = λk‖xk+1 − xk‖

⇒ ‖∂f(xk+1)‖ 6 λ+‖xk+1 − xk‖, ∀k ∈ N.

Assim, se tomamos a = λ−

2
e b = λ+, temos que o método do ponto proximal, com a

sequência (λk)k∈N definida acima, é um exemplo de método de descida de primeira ordem.
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Nosso próximo lema será usado com frequência daqui em diante. Esse resultado pode

ser encontrado em [27].

Lema 2. (Lema de descida)

Seja h : Rn → R uma função continuamente diferenciável na qual o gradiente é L-

Lipschitz cont́ınuo. Então

h(u) 6 h(v) + 〈∇h(v),u− v〉+ L

2
‖u− v‖2, ∀u, v ∈ Rn. (3.2)

Demonstração. Escreva θ = u− v e defina f : [0, 1]→ R por f(t) = h(v+ tθ). Então

f ′(t) = 〈∇h(v+ tθ), θ〉

para cada t ∈ (0, 1) e, assim,

∫ 1

0

〈∇h(v+ tθ), θ〉dt =
∫ 1

0

f ′(t)dt = f(1) − f(0) = h(u) − h(v).

Segue dáı que

h(u) − h(v) =

∫ 1

0

〈∇h(v+ tθ) +∇h(v) −∇h(v), θ〉dt

=

∫ 1

0

〈∇h(v), θ〉dt+
∫ 1

0

〈∇h(v+ tθ) −∇h(v), θ〉dt

6 〈∇h(v), θ〉+
∫ 1

0

‖∇h(v+ tθ) −∇h(v)‖‖θ‖dt

6 〈∇h(v), θ〉+ ‖θ‖
∫ 1

0

L‖(v+ tθ) − v‖dt

= 〈∇h(v), θ〉+ L ‖θ‖2
∫ 1

0

t dt

= 〈∇h(v),u− v〉+ L

2
‖u− v‖2

e então

h(u) 6 h(v) + 〈∇h(v),u− v〉+ L

2
‖u− v‖2, ∀u, v ∈ Rn.

Exemplo 7. (O método do gradiente)

Seja f : Rn → R uma função convexa. Uma das estratégias mais usadas para resolver o

problema irrestrito

min
x∈Rn

f(x)
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é a seguinte: dada uma aproximação xk ∈ Rn do problema, encontramos um ponto xk+1 ∈
Rn tal que f(xk+1) < f(xk). Obviamente, isto pode ser feito de diversas maneiras. Uma

destas maneiras é tomar uma direção dk ∈ Rn tal que f é decrescente a partir do ponto

xk nessa direção, e computar um comprimento de passo λk > 0 que fornece um valor de

f menor do que no ponto xk,

f(xk + λkdk) < f(xk).

Obtemos assim o seguinte iterando:

xk+1 = xk + λkdk.

Repetimos o processo para um novo ponto xk+1, etc. Métodos desse tipo são chamados

métodos de descida. Um método de descida bastante conhecido na literatura é o método

do gradiente. Neste método precisamos assumir ainda que f seja diferenciável no Rn e

escolhemos a direção de descida dk como sendo o anti-gradiente da função f no ponto xk,

isto é, dk = −∇f(xk). Se ∇f(xk) = 0 para algum k, então o método pára. Em particular,

o esquema acima se reduz ao seguinte:

xk+1 = xk − λk∇f(xk), k = 0, 1, . . . (3.3)

Apresentaremos agora alguns resultados que mostram que o método gradiente é um

método de descida de primeira ordem.

Lema 3. Seja f : Rn → R uma função convexa diferenciável. Considere a sequência

(xk)k∈N gerada pela recursão (3.3) e suponha que existem λ−, λ+ ∈ R tais que

0 < λ− 6 λk 6 λ+ < +∞, ∀k ∈ N.

Então

(i) 〈∇f(xk), xk+1 − xk〉+ 1
λ+
‖xk+1 − xk‖2 6 0, ∀k ∈ N;

(ii) ‖∇f(xk)‖ 6 1
λ−
‖xk+1 − xk‖, ∀k ∈ N.

Demonstração. Primeiro mostraremos que vale (i). Para isto, é suficiente notar que

〈∇f(xk), xk+1 − xk〉 =
〈
−
xk+1 − xk

λk
, xk+1 − xk

〉
= −

1

λk
‖xk+1 − xk‖2.
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Assim,

0 = 〈∇f(xk), xk+1 − xk〉+
1

λk
‖xk+1 − xk‖2 > 〈∇f(xk), xk+1 − xk〉+

1

λ+
‖xk+1 − xk‖2,

donde segue que

〈∇f(xk), xk+1 − xk〉+
1

λ+
‖xk+1 − xk‖2 6 0, ∀k ∈ N.

Para verificar (ii), basta notarmos que

‖∇f(xk)‖2 = 〈∇f(xk),∇f(xk)〉 =

〈
∇f(xk),−

xk+1 − xk
λk

〉

6 ‖∇f(xk)‖
∥∥∥∥
xk+1 − xk

λk

∥∥∥∥

=
1

λk
‖∇f(xk)‖‖xk+1 − xk‖

6 1

λ−
‖∇f(xk)‖‖xk+1 − xk‖, ∀k ∈ N.

Segue dáı que

‖∇f(xk)‖ 6
1

λ−
‖xk+1 − xk‖, ∀k ∈ N.

Proposição 6. Seja f : Rn → R uma função convexa diferenciável. Suponha ainda que

∇f é L-Lipschitz cont́ınua. Considere a sequência (xk)k∈N gerada pela recursão (3.3) e

suponha que existem λ−, λ+ ∈ R tais que

0 < λ− 6 λk 6 λ+ < +∞, ∀k ∈ N.

Então

(a) f(xk+1) +
(

1
λ+

− L
2

)
‖xk+1 − xk‖2 6 f(xk), ∀k ∈ N;

(b) ‖∇f(xk+1)‖ 6
(
L+ 1

λ−

)
‖xk+1 − xk‖, ∀k ∈ N.

Demonstração. Aplicando o Lema 2 aos pontos u = xk+1 e v = xk e depois usando a

desigualdade (i) do Lema 3 obtemos

f(xk+1) − f(xk) 6 〈∇f(xk+1), xk+1 − xk〉+
L

2
‖xk+1 − xk‖2

6 −
1

λ+
‖xk+1 − xk‖2 +

L

2
‖xk+1 − xk‖2

=

(
L

2
−

1

λ+

)
‖xk+1 − xk‖2, ∀k ∈ N,
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e assim,

f(xk+1) +

(
1

λ+
−
L

2

)
‖xk+1 − xk‖2 6 f(xk), ∀k ∈ N.

Agora, usando a desigualdade (ii) do Lema 3 (e relembrando a Observação 5), temos que

‖∇f(xk+1)‖ = ‖∇f(xk+1) −∇f(xk) +∇f(xk)‖

6 ‖∇f(xk+1) −∇f(xk)‖+ ‖∇f(xk)‖

6 L‖xk+1 − xk‖+
1

λ−
‖xk+1 − xk‖

=
(
L+

1

λ−

)
‖xk+1 − xk‖, ∀k ∈ N.

Assim,

‖∇f(xk+1)‖ 6
(
L+

1

λ−

)
‖xk+1 − xk‖, ∀k ∈ N.

Observe que se λ+ < 2/L então 1
λ+
> L

2
e assim teŕıamos 1

λ+
− L

2
> 0. Dáı a proposição

acima nos garante que o método gradiente é um método de descida de primeira ordem se

λ+ < 2/L.

Nosso próximo exemplo generaliza os dois últimos.

Exemplo 8. (O método forward-backward)

Sejam g : Rn → R uma função própria, convexa e semicont́ınua inferiormente e h :

Rn → R uma função convexa diferenciável na qual o gradiente é L-Lipschitz cont́ınuo.

No intuito de minimizar f = g + h sobre Rn, o método forward-backward gera uma

sequência (xk)k∈N de um dado ponto x0 ∈ Rn, e usando a recursão

xk+1 ∈ arg min

{
g(z) + 〈∇h(xk), z− xk〉+

1

2λk
‖z− xk‖2 : z ∈ Rn

}
(3.4)

para k > 1.

Usando a convexidade de g e combinando (3.4) com a Proposiçao 1 obtemos:

0 ∈ ∂g(xk+1) +∇h(xk) +
1

λk
(xk+1 − xk) = ∂g(xk+1) +

1

λk
(λk∇h(xk) + xk+1 − xk)

Assim, se tomamos

F(z) =
1

2λk
‖z− (xk − λk∇h(xk))‖2,

obtemos

0 ∈ ∂g(xk+1) +∇F(xk+1),
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donde segue que

xk+1 ∈ arg min
{
g(z) +

1

2λk
‖z− (xk − λk∇h(xk))‖2 : z ∈ Rn

}
(3.5)

Além disso, da definição de operador proximal, podemos reescrever (3.5) como

xk+1 = proxλkg(xk − λk∇h(xk)). (3.6)

Note que quando h ≡ 0, obtemos o método do ponto proximal para g. Por outro lado, se

g ≡ 0 então temos método do gradiente para h.

Lema 4. Seja h : Rn → R uma função continuamente diferenciável na qual o gradiente é

L-Lipschitz cont́ınuo e seja g : Rn → R uma função própria, semicont́ınua inferiormente

e com infRn g > −∞. Fixe qualquer 1
λ
> L. Então, para qualquer u ∈ dom g e qualquer

v ∈ Rn definido por

v ∈ proxλg
(
u− λ ∇h(u)

)
(3.7)

temos

h(v) + g(v) 6 h(u) + g(u) − 1

2

(1

λ
− L
)
‖v− u‖2. (3.8)

Demonstração. Pelo Exemplo 8, a inclusão (3.7) implica em

g(v) + 〈∇h(u), v− u〉+ 1

2λ
‖v− u‖2 6 g(z) + 〈∇h(u), z− u〉+ 1

2λ
‖z− u‖2

para todo z ∈ Rn. Em particular, para z = u ∈ Rn, temos

g(v) + 〈∇h(u), v− u〉+ 1

2λ
‖v− u‖2 6 g(u)

e assim,

g(v) 6 g(u) − 〈∇h(u), v− u〉− 1

2λ
‖v− u‖2 (3.9)

Agora, combinando (3.9) com o Lema 2, obtemos

h(v) + g(v) 6 h(u) + 〈∇h(u), v− u〉+ L

2
‖v− u‖2 + g(u) − 〈∇h(u), v− u〉− 1

2λ
‖v− u‖2

= h(u) + g(u) −

(
1

2λ
−
L

2

)
‖v− u‖2

Segue então o resultado.
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Observação 6. No caso em que g é uma função própria, convexa e semicont́ınua inferi-

ormente, podemos tomar 1
λ
= L (e até mesmo 1

λ
> L

2
) para obter

h(v) + g(v) 6 h(u) + g(u) −
(

1

λ
−
L

2

)
‖v− u‖2. (3.10)

Na proposição a seguir, veremos que o método forward-backward gera um método de

descida de primeira ordem se o tamanho dos passos forem devidamente escolhidos. Tal

demonstração encontra-se feita em [7].

Proposição 7. Suponha que 0 < λ− 6 λk 6 λ+ < 2/L para todo k ∈ N. Então (H1) e

(H2) são satisfeitos para o método forward-backward com

a =
1

λ+
−
L

2
e b =

1

λ−
+ L.

Demonstração. Primeiramente note que

λk <
2

L
⇒ 1

λk
>
L

2
.

Agora, tomando k > 0 e usando a Observação 6, temos

g(xk+1) + h(xk+1) 6 g(xk) + h(xk) −

(
1

λk
−
L

2

)
‖xk+1 − xk‖2

6 g(xk) + h(xk) −

(
1

λ+
−
L

2

)
‖xk+1 − xk‖2.

Assim, para f = g+ h, temos que

f(xk+1) +

(
1

λ+
−
L

2

)
‖xk+1 − xk‖2 6 f(xk),

onde, tomando a = 1
λ+

− L
2
> 0 temos que (H1) é satisfeita.

Para a constante b, note que a inclusão (3.4) nos indica que

0 ∈ ∂g(xk+1) +∇h(xk) +
1

λk
(xk+1 − xk).

Dáı, existe ωk+1 ∈ ∂g(xk+1) tal que

0 = ωk+1 +∇h(xk) +
1

λk
(xk+1 − xk) ⇒ ωk+1 +∇h(xk) =

1

λk
(xk − xk+1).

Usando agora que ∇h é L-Lipschitz cont́ınua, obtemos

‖ωk+1 +∇h(xk+1)‖ = ‖ωk+1 +∇h(xk) −∇h(xk) +∇h(xk+1)‖

6 1

λk
‖xk − xk+1‖+ L‖xk+1 − xk‖

=

(
1

λk
+ L

)
‖xk+1 − xk‖

6
(

1

λ−
+ L

)
‖xk+1 − xk‖.

Logo, se f = g+ h, temos que (H2) é satisfeita com b = 1
λ−

+ L.
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Se f = g + h tem a propriedade KL, o próximo teorema garante a convergência da

sequência gerada pelo método forward-backward. Sua demonstração encontra-se feita em

detalhes em [7].

Teorema 14. (Convergência do algoritmo de descida)

Suponha que f : Rn → R é uma função própria, convexa, semicont́ınua inferiormente

e que tem a propriedade KL em [0 < f < r] com função desingularizante ϕ ∈ K(0, r).

Considere o algoritmo abstrato (xk)k∈N tal que f(x0) 6 r0 < r. Então xk converge para

algum x∗ ∈ arg min f e

‖xk − x∗‖ 6
b

a
ϕ(f(xk)) +

√
f(xk−1)

a
, ∀k > 1.

Demonstração. Usando (H1), deduzimos que a sequência (f(xk))k∈N é não-crescente.

Então 0 6 f(xk) < r, implicando que xk ∈ [0 6 f < r]. Denotamos por i0 o primeiro

ı́ndice i0 > 1 tal que ‖xi0 − xi0−1‖ = 0 sempre que ele existir. Se i0 existe, então

0 6 ‖∂f(xi0)‖ 6 b‖xi0 − xi0−1‖ = 0 ⇒ ∂f(xi0) = 0.

Dáı, xi0 é minimizador de f e, como estamos assumindo min f = 0, temos que f(xi0) = 0.

Como f é não-crescente, isto implica ainda que f(xi0+1) = 0 e portanto xi0+1 = xi0 . Logo

a sequência é estacionária. Dáı o limite foi estabelecido para todo k tal que i0 > k + 1,

isto é, para todo k 6 i0 − 1. Um argumento similar se aplica ao caso em que f(xi0) = 0.

Suponha agora que f(xk) > 0 e ‖xk − xk−1‖ > 0 para todo k > 1.

Lembramos que se f tem a propriedade KL então

ϕ ′(f(xk))‖∂0f(xk)‖ > 1 ⇒ ϕ ′(f(xk)) >
1

‖∂0f(xk)‖
.

Lembramos ainda que se ϕ é côncava, vale a seguinte desigualdade:

−ϕ(f(xk+1)) > −ϕ(f(xk)) −ϕ
′(f(xk))(f(xk+1) − f(xk))

Agora, combinando (H1), (H2) e usando a concavidade de ϕ obtemos

ϕ(f(xk)) −ϕ(f(xk+1)) > ϕ ′(f(xk))(f(xk) − f(xk+1))

> (f(xk) − f(xk+1))

‖∂0f(xk)‖

> a‖xk − xk+1‖2
b‖xk − xk−1‖

> a

b

(2‖xk − xk+1‖‖xk − xk−1‖− ‖xk−1 − xk‖2)
‖xk − xk−1‖

=
a

b
(2‖xk − xk+1‖− ‖xk−1 − xk‖), ∀k > 1. (3.11)
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Assim sendo,

ϕ(f(x1)) −ϕ(f(xk+1)) = ϕ(f(x1)) −ϕ(f(x2)) +ϕ(f(x2)) −ϕ(f(x3)) +ϕ(f(x3)) + . . .

· · ·−ϕ(f(xk)) +ϕ(f(xk)) −ϕ(f(xk+1))

> a

b

[
(2‖x1 − x2‖− ‖x0 − x1‖) + (2‖x2 + x3‖− ‖x1 − x2‖) + . . .

· · ·+ (2‖xk − xk+1‖− ‖xk−1 − xk‖)
]

=
a

b

[
‖x1 − x2‖− ‖x0 − x1‖+ ‖x2 + x3‖+ · · ·+ ‖xk − xk+1‖

]

implicando que

b

a
(ϕ(f(x1)) −ϕ(f(xk+1))) + ‖x0 − x1‖ >

k∑

i=1

‖xi − xi+1‖, ∀k ∈ N. (3.12)

Como ϕ > 0 segue que

b

a
(ϕ(f(x1))) + ‖x0 − x1‖ >

k∑

i=1

‖xi − xi+1‖, ∀k ∈ N.

Portanto, a série

∞∑

i=1

‖xi − xi+1‖ é convergente, implicando que a sequência (xk)k∈N con-

verge para algum ponto x∗ ∈ Rn.

De (H2), existe uma sequência ωk ∈ ∂f(xk) tal que

0 6 ‖ωk‖ 6 b‖xk − xk−1‖ → b‖x∗ − x∗‖ = 0 (k→∞),

isto é, existe ωk ∈ ∂f(xk) tal que ωk → 0 (k → ∞). Desde que f é convexa e semi-

cont́ınua inferiormente, o gráfico de ∂f é fechado em Rn ×Rn. Segue dáı que,

(xk,ωk)→ (x∗, 0) ⇒ 0 ∈ ∂f(x∗) ⇒ x∗ ∈ arg min f,

provando então que (xk)k∈N converge para um minimizador de f. Voltando à desigualdade

(3.11), podemos deduzir também que

b

a
(ϕ(f(xk)) −ϕ(f(xk+m))) + ‖xk−1 − xk‖ >

k+m∑

i=1

‖xi − xi+1‖, ∀k,m ∈ N. (3.13)

Sabendo de (H1) que

‖xk − xk−1‖ 6
√
f(xk−1) − f(xk)

a
, ∀k > 1,

podemos escrever ainda a desigualdade (3.13) como sendo

b

a
(ϕ(f(xk)) −ϕ(f(xk+m))) +

√
f(xk−1) − f(xk)

a
>
k+m∑

i=1

‖xi − xi+1‖, ∀k,m ∈ N.
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Observamos agora que

‖xk − xk+m+1‖ = ‖xk − xk+1 + xk+1 − xk+2 + . . . − xk+m + xk+m − xk+m+1‖

6 ‖xk − xk+1‖+ ‖xk+1 − xk+2‖+ . . . + ‖xk+m − xk+m+1‖

=

k+m∑

i=1

‖xi − xi+1‖.

Segue dáı que

b

a
(ϕ(f(xk)) −ϕ(f(xk+m))) +

√
f(xk−1) − f(xk)

a
> ‖xk − xk+m+1‖, ∀k,m ∈ N.

Fazendo m→∞ na desigualdade acima obtemos

b

a
(ϕ(f(xk)) −ϕ(f(x

∗))) +

√
f(xk−1) − f(xk)

a
> ‖xk − x∗‖, ∀k ∈ N.

Como f(xk) > 0 para todo k ∈ N e ϕ(f(x∗)) = 0 (x∗ ∈ arg min f) obtemos que

b

a
(ϕ(f(xk))) +

√
f(xk−1)

a
> ‖xk − x∗‖, ∀k ∈ N.

O caso em que ‖xk − xk−1‖ ou f(xk) é nula para algum k segue facilmente usando o

argumento do começo da prova.

3.2 Complexidade do método de descida de primeira

ordem

Esta seção é dedicada ao estudo de complexidade dos métodos de descida de pri-

meira ordem para funções convexas com a propriedade KL. Os resultados obtidos aqui

encontram-se em [7].

Seja 0 < r0 < r. Assumiremos que f tem a propriedade KL em [0 < f < r] com função

desingularizante ϕ ∈ K(0, r). Dáı, lembrando que arg min f 6= ∅ e min f = 0, temos

ϕ ′(f(x))‖∂0f(x)‖ > 1

para todo x ∈ [0 < f < r]. Seja α0 = ϕ(r0) e considere a função

ψ = (ϕ|[0,r0])
−1 : [0,α0]→ [0, r0] (3.14)

a qual é crescente e convexa. A seguinte suposição será útil no que se segue:
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(A) A função ψ ′ é l-Lipschitz cont́ınua (em [0,α0]) e ψ ′(0) = 0.

Focamos nos métodos gerados pelo método de descida de primeira ordem, ou seja, nos

métodos que satisfazem (H1) e (H2). Seja

ζ =

√
1 + 2lab−2 − 1

l
> 0 (3.15)

onde a > 0,b > 0 e l > 0 são dados em (H1), (H2) e (A), respectivamente. Começando

de α0, definimos a sequência proximal unidimensional “pior caso” indutivamente por

αk+1 = arg min

{
ψ(u) +

1

2ζ
(u− αk)

2 : u > 0

}
(3.16)

para k > 0. Observamos que αk está bem definido e é positivo para cada k > 0. Note

que a definição de operador proximal nos dá

αk+1 = proxζψ(αk).

Além disso, como ψ(u) + 1
2ζ
(u− αk)

2 é coerciva e estritamente convexa, com ψ dife-

renciável, vale o seguinte:

0 = ψ ′(αk+1) +
1

ζ
(αk+1 − αk) ⇒ 0 = ζ ψ ′(αk+1) + (αk+1 − αk)

⇒ αk = ζ ψ ′(αk+1) + αk+1

⇒ αk = (I+ ζ ψ ′)(αk+1)

⇒ (I+ ζ ψ ′)
−1
(αk) = αk+1,

ou seja,

αk+1 = (I+ ζ ψ ′)
−1
(αk) (3.17)

para todo k > 0 e onde I é a identidade em R.

Afirmação 1. A sequência (αk)k∈N é decrescente e converge para zero.

A primeira parte da afirmação segue diretamente da desigualdade

ψ(αk+1) 6 ψ(αk+1) +
1

2ζ
(αk+1 − αk)

2 6 ψ(αk)

e do fato de que ψ é uma função crescente. Dáı,

ψ(αk+1) 6 ψ(αk)⇒ αk+1 6 αk, ∀k > 0⇒ (αk)k∈N é decrescente.
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Para a segunda parte da afirmação, notemos que (αk)k∈N é decrescente e está contida no

compacto [0,α0]. Logo (αk)k∈N converge para algum α > 0. Suponha que α > 0. Então

0 = ψ ′(αk+1) +
1

ζ
(αk+1 − αk)→ ψ ′(α) quando k→∞.

Como estamos supondo (A), a igualdade acima não ocorre. Dáı, α = 0 e segue então que

(αk)k∈N converge para zero.

Faremos agora um resultado que será essencial na demonstração do teorema que vem

a seguir. Esse resultado encontra-se feito em [7].

Lema 5. Considere a ψ dada em (3.14) e assuma (A).

(i) Se λ0 > λ1 e γ > 0 então

(I+ λ0ψ ′)−1(γ) < (I+ λ1ψ ′)−1(γ).

(ii) Se (λ0k)k∈N e (λ1k)k∈N são duas sequências positivas tais que λ0k > λ1k para todo

k > 0, e

β0
k+1 = (I+ λ0kψ

′)−1(β0
k) , β1

k+1 = (I+ λ1kψ
′)−1(β1

k)

são duas sequências proximais com β0
0 = β1

0 ∈ (0, r0]. Então β0
k 6 β1

k para todo

k > 0.

Demonstração. (i) Seja δ = (I+ λ1ψ ′)−1(γ). Então (I+ λ1ψ ′)(δ) = γ e assim

(I+ λ0ψ ′)(δ) = (I+ λ1ψ ′ − λ1ψ ′ + λ0ψ ′)(δ) = (I+ λ1ψ ′)(δ) + (λ0 − λ1)ψ ′(δ) > γ.

Usando a monotonicidade de I+ λ0ψ ′ obtemos

(I+ λ1ψ ′)−1(γ) = δ > (I+ λ0ψ ′)−1(γ).

(ii) Usaremos indução sobre k. Para k = 0 já temos que β0
0 6 β1

0 (por hipótese, vale a

igualdade). Suponhamos então que a desigualdade é válida para k, ou seja, β0
k 6 β1

k, e

mostraremos que a desigualdade vai continuar valendo para k+ 1. Usando a monotonici-

dade de (I+ λ0kψ
′)−1 junto à hipótese de indução obtemos:

(I+ λ0kψ
′)−1(β0

k) 6 (I+ λ0kψ
′)−1(β1

k). (3.18)

Usando agora a primeira parte do lema para λ0k, λ1k > 0 e β1
k > 0 temos:

(I+ λ0kψ
′)−1(β1

k) 6 (I+ λ1kψ
′)−1(β1

k). (3.19)
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Combinando as desigualdades (3.18) e (3.19) obtemos

β0
k+1 = (I+ λ0kψ

′)−1(β0
k) 6 (I+ λ0kψ

′)−1(β1
k) 6 (I+ λ1kψ

′)−1(β1
k) = β

1
k+1,

ou seja, β0
k+1 6 β1

k+1.

Teorema 15. Seja f : Rn → R uma função própria, convexa, semicont́ınua inferiormente

com arg min f 6= ∅ e min f = 0. Suponha ainda que f tem a propriedade KL em [0 < f < r].

Seja (xk)k∈N um algoritmo abstrato com f(x0) = r0 ∈ (0, r) e suponha que vale a hipótese

(A) (no intervalo [0,α0] com ψ(α0) = r0). Defina a sequência proximal unidimensional

“pior caso”(αk)k∈N como em (3.16). Então, (xk)k∈N converge para algum minimizador

x∗ e, mais ainda,

f(xk) 6 ψ(αk), ∀k > 0, (3.20)

‖xk − x∗‖ 6
b

a
αk +

√
ψ(αk−1)

a
, ∀k > 1. (3.21)

Demonstração. Primeiramente observamos que a sequência (xk)k∈N converge para algum

minimizador x∗ segue diretamente do Teorema 14. Agora, para cada k > 1, definimos

rk := f(xk). Se rk = 0 então

f(xk) = rk = 0 6 ψ(αk)

e a desigualdade é satisfeita. Se rk > 0 então também temos rj > 0, para j = 1, . . . ,k.

Definimos βk = ψ−1(rk) > 0, sk = βk−1−βk
ψ ′(βk)

> 0 e então

sk ψ
′(βk) = βk−1 − βk ⇒ βk−1 = βk + sk ψ

′(βk) = (I+ skψ
′)(βk)

⇒ βk = (I+ skψ
′)−1(βk−1),

ou seja, βk é gerada pela sequência proximal

βk = (I+ skψ
′)−1(βk−1).

Provaremos que sk > ζ, onde ζ é a constante dada em (3.15). Combinando a desigualdade

KL e (H2), obtemos que

b2ϕ ′(rk)
2‖xk − xk−1‖2 > ϕ ′(rk)2‖ωk‖2 > 1 (3.22)
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onde ωk é como em (H2). Usando (H1) temos que

1 6 b2ϕ ′(rk)2‖xk − xk−1‖2 6 b2ϕ ′(rk)2
(
f(xk−1) − f(xk)

a

)
,

isto é,
a

b2
6 ϕ ′(rk)2(f(xk−1) − f(xk)).

Agora (tendo em mente que ψ = (ϕ|[0,r0])
−1 : [0,α0] → [0, r0]) a fórmula da derivada da

função inversa nos dá

(ϕ−1) ′(βk) =
1

ϕ ′(ϕ−1(βk))
⇒ ψ ′(βk) =

1

ϕ ′(rk)
⇒ ϕ ′(rk) =

1

ψ ′(βk)

implicando em

ϕ ′(rk)
2
=

1

ψ ′(βk)
2 .

Segue dáı, e das desigualdades obtidas, que

a

b2
6 ϕ ′(rk)2(rk−1 − rk) =

(ψ(βk−1) −ψ(βk))

ψ ′(βk)2
.

Como estamos supondo que ψ é l-Lipschitz cont́ınua, podemos usar o Lema 2 para obter

a

b2
6 (βk−1 − βk)ψ

′(βk)

ψ ′(βk)
2 +

l

2

(βk−1 − βk)
2

ψ ′(βk)
2 =

(βk−1 − βk)

ψ ′(βk)
+
l

2

(βk−1 − βk)
2

ψ ′(βk)
2 = sk +

l

2
s2k.

Dáı,

2ab−2 6 2sk + ls
2
k ⇒ 2lab−2 6 2lsk + l

2s2k

⇒ 2lab−2 + 1 6 2lsk + l
2s2k + 1

⇒ 2lab−2 + 1 6 (lsk + 1)2

⇒
√

2lab−2 + 1 − 1

l
6 sk,

isto é, sk > ζ para qualquer k > 1 tal que rk > 0.

Observando agora que αk e βk estão definidas pelas sequências proximais

αk+1 = (I+ ζ ψ ′)−1(αk), βk+1 = (I+ skψ
′)−1(βk)

e sabendo que sk > ζ, podemos usar o Lema 5 para obter que αk > βk. Como ψ é

crescente segue que

ψ(αk) > ψ(βk) = rk = f(xk),
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como queŕıamos.

Falta mostrar que vale a desigualdade (3.21). Para isto, usaremos o Teorema 14 junta-

mente com os resultados obtidos acima. Assim,

‖xk − x∗‖ 6
b

a
ϕ(f(xk)) +

√
f(xk−1)

a

=
b

a
βk +

√
f(xk−1)

a

6 b

a
αk +

√
ψ(αk−1)

a
, ∀k > 1.

Um importante caso a ser estudado é o caso em que ψ(s) = l
2
s2. Neste caso, a

suposição (A) vale e obtemos o seguinte resultado particular do Teorema 15:

Corolário 6. Seja f : Rn → R uma função própria, convexa, semicont́ınua inferiormente

com arg min f 6= ∅ e min f = 0. Assuma ainda que f tem a propriedade KL e que ψ(s) =

l
2
s2 em [0 < f < r]. Seja (xk)k∈N um algoritmo abstrato com f(x0) = r0 ∈ (0, r). Defina a

sequência proximal unidimensional “pior caso” (αk)k∈N. Seja σ = lb−2. Então, (xk)k∈N

converge para algum minimizador x∗ e, mais ainda,

f(xk) 6
f(x0)

(1 + 2aσ)k
, ∀k > 0, (3.23)

‖xk − x∗‖ 6


1 +

1

aσ
√

1 + 1
2aσ




√
1
a
f(x0)

(1 + 2aσ)
k−1
2

, ∀k > 1. (3.24)

Demonstração. Relembramos primeiro que a sequência unidimensional “pior caso” (αk)k∈N

será dada por α0 = ϕ(r0), e

αk+1 = arg min

{
l

2
s2 +

1

2ζ
(s− αk)

2 : s > 0

}

para todo k > 0, onde

ζ =

√
1 + 2lab−2 − 1

l
.

Como ψ é convexa temos

0 = l αk+1 +
1

ζ
(αk+1 − αk) ⇒ αk = ζ l αk+1 + αk+1

⇒ αk = (l ζ+ 1)αk+1

⇒ αk+1 =
αk

(1 + l ζ)
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e então

αk =
1

(1 + lζ)
· αk−1 =

1

(1 + lζ)
· αk−2

(1 + lζ)
=

αk−2

(1 + lζ)2
= · · · = α0

(1 + lζ)k
, ∀k > 0.

Usando a desigualdade (3.20) obtemos

f(xk) 6
l

2
α2
k =

l

2

(
α0

(1 + lζ)k

)2

(3.25)

Como ϕ = ψ−1 no domı́nio conveniente temos que

ϕ(t) =

√
2t√
l

nesse domı́nio e assim,

α0 = ψ
−1(r0) = ϕ(r0) =

√
2r0√
l

=

√
2f(x0)√
l

.

Além disso,

ζ =

√
1 + 2lab−2 − 1

l
⇒ 1 + lζ =

√
1 + 2lab−2 =

√
1 + 2aσ.

Voltando a desigualdade (3.25) obtemos

f(xk) 6
l

2

[(√
2f(x0)√
l

)(
1

(1 + lζ)k

)]2
=

f(x0)

(1 + 2aσ)k
,∀k > 0.

Portanto vale a desigualdade (3.23).

Para mostrar a segunda desigualdade note que

b

a
αk =

b

a

α0

(1 + lζ)k
=
b

a

1

(1 + lζ)k

√
2f(x0)√
l

=
b

a
√
l

√
2f(x0)

(1 + 2lab−2)
k
2

(3.26)

e
√
ψ(αk−1)

a
=

√
l

2a
αk−1

2 =

√
l

2a

(
α0

(1+ lζ)k−1

)2

=

√
1+ 2lab−2

2a

√
2f(x0)

(1+ 2lab−2)
k
2

. (3.27)

Aplicando em (3.21) temos que

‖xk − x∗‖ 6
[
b

a
√
l
+

√
1

2a
+
l

b2

] √
2f(x0)

(1+ 2lab−2)
k
2

=

[
b

a
√
l
+

√
1

2a
+
l

b2

] √
2f(x0)

(1+ 2aσ)
k
2

,

para todo k > 1. Para concluir, observe que
[
b

a
√
l
+

√
1

2a
+
l

b2

]
=

√
1

2a
+
l

b2

[
1+

1√
aσ
2 + a2σ2

]
=

√
1+ 2aσ

2a


1+ 1

aσ
√
1+ 1

2aσ




donde segue que

‖xk − x∗‖ 6
√

1+ 2aσ

2a


1+ 1

aσ
√
1+ 1

2aσ



√
2f(x0)

(1+ 2aσ)
k
2

=


1+ 1

aσ
√

1+ 1
2aσ




√
1
af(x0)

(1+ 2aσ)
k−1
2

,

para todo k > 1. Segue o resultado.



Caṕıtulo 4

Problema de viabilidade convexa

Neste caṕıtulo apresentamos o problema de viabilidade convexa com interseção regular.

Faremos aqui uma aplicação de basicamente tudo o que foi visto nos caṕıtulos anteriores.

Assim como no caṕıtulo anterior, praticamente todas as demonstrações desse caṕıtulo

podem ser encontradas em [7].

Para m > 2, consideremos os subconjuntos convexos fechados C1, . . . ,Cm de Rn os

quais a interseção contém uma bola aberta não-vazia. A proposição que faremos agora

será essencial para o que vem a seguir.

Proposição 8. Suponha que existe x ∈ Rn e R > 0 tal que

B(x,R) ⊂ C :=

m⋂

i=1

Ci.

Então,

dist(x,∩mi=1Ci) 6
(

1 +
2‖x− x‖

R

)m−1

max{dist(x,Ci), i = 1, . . . ,m}, ∀x ∈ Rn. (4.1)

Demonstração. Em um primeiro passo assumimos m = 2.

Ponha C = C1 ∩ C2, fixe x ∈ Rn e defina d = 2 max{dist(x,C1), dist(x,C2)}. Sabemos

que a função dist(·,C2) é 1-Lipschitz cont́ınua. Assim,

|dist(PC1
(x),C2) − dist(x,C2)| 6 ‖PC1

(x) − x‖

e então

dist(PC1(x),C2) 6 ‖PC1(x) − x‖+ dist(x,C2) = dist(x,C1) + dist(x,C2) 6 d.

41
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Tomando

y = x+
R

d
(PC1

(x) − PC2
(PC1

(x)))

obtemos

‖y− x‖ = R

d
‖PC1

(x) − PC2
(PC1

(x))‖ = R

d
dist(PC1

(x),C2) 6
R

d
d = R,

isto é, y ∈ B(x,R) ⊂ C1 ∩ C2.

Construimos agora um ponto espećıfico z ∈ C como se segue

z =
d

R+ d
y+

R

R+ d
PC2

(PC1
(x)).

Como d
R+d

+ R
R+d

= 1 e y, PC2
(PC1

(x)) ∈ C2 temos que z é uma combinação convexa

de dois elementos de C2 donde segue que z ∈ C2. Substituindo em z, o ponto y por

x+ R
d
(PC1

(x) − PC2
(PC1

(x))) obtemos

z =
d

R+ d

(
x+

R

d
(PC1

(x) − PC2
(PC1

(x)))

)
+

R

R+ d
PC2

(PC1
(x))

=
d

R+ d
x+

d

R+ d

(
R

d
PC1(x)

)
−

d

R+ d

(
R

d
PC2(PC1(x))

)
+

R

R+ d
PC2(PC1(x))

=
d

R+ d
x+

R

R+ d
PC1

(x) ∈ C1.

Isso implica que z ∈ C1 ∩ C2. Assim sendo,

dist(x,C) 6 ‖x− z‖ = ‖x− PC1
(x) + PC1

(x) − z‖ 6 ‖x− PC1
(x)‖+ ‖z− PC1

(x)‖.

Desde que x ∈ C1 ∩ C2,

‖z− PC1(x)‖ =

∥∥∥∥
d

R+ d
x+

R

R+ d
PC1(x) − PC1(x)

∥∥∥∥

=

∥∥∥∥
d

R+ d
x+

R

R+ d
PC1

(x) −

(
R+ d

R+ d

)
PC1

(x)

∥∥∥∥

=
d

R+ d
‖x− PC1(x)‖

=
d

R+ d
‖PC1

(x) − PC1
(x)‖

6 d

R+ d
‖x− x‖,

donde a última desigualdade vem do fato de que o operador de projeção é não-expansivo.

Sabendo que

‖x− PC1
(x)‖ = dist(x,C1) 6

d

2
,
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podemos combinar com os resultados acima para obter

dist(x,C) 6 d

2
+

d

R+ d
‖x− x‖

=
d

2
+

2d

2(R+ d)
‖x− x‖

=
d

2
+
d

2

2

R+ d
‖x− x‖

=

(
1 +

2

R+ d
‖x− x‖

)
max{dist(x,C1), dist(x,C2)}

6
(

1 +
2‖x− x‖

R

)
max{dist(x,C1), dist(x,C2)} (4.2)

Agora, sabendo que a interseção de conjuntos convexos é um conjunto convexo, podemos

tomar m > 2 arbitrário e aplicar a desigualdade acima para os dois conjuntos convexos

C1 e ∩mi=2Ci, obtendo então

dist(x,∩mi=1Ci) 6
(

1 +
2‖x− x‖

R

)
max{dist(x,C1), dist(x,∩mi=2Ci)}. (4.3)

Afirmação 2. Se λ > 1 e a,b > 0 então max{a, λb} 6 λmax{a,b}.

Com efeito, se supomos a > λb então, como λ > 1, teremos

a > λb > b.

Logo max{a,b} = a implicando que a 6 λa, o que é verdade pois λ > 1.

Se λb > a então devemos analisar os dois seguintes casos: b > a > a
λ

e a > b > a
λ

. Se

ocorre b > a > a
λ

então max{a,b} = b e a desiguadade se torna λb 6 λb. Por outro

lado, se ocorre a > b > a
λ

então max{a,b} = a e assim teremos λb 6 λa, que por sua

vez é verdade pois b < a. Portanto vale a afirmação.

Agora, sabendo que

dist(x,∩mi=2Ci) 6
(

1 +
2‖x− x‖

R

)
max{dist(x,C2), dist(x,∩mi=3Ci)}

e tendo em mente a Afirmação 2, segue da desigualdade (4.3) que

dist(x,∩mi=1Ci) 6

6
(

1 +
2‖x− x‖

R

)(
1 +

2‖x− x‖
R

)
max{dist(x,C1), dist(x,C2), dist(x,∩mi=3Ci)} =

=

(
1 +

2‖x− x‖
R

)2

max{dist(x,C1), dist(x,C2), dist(x,∩mi=3Ci)}.
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Repetindo esse processo, agora (m− 2) vezes, obtemos

dist(x,∩mi=1Ci) 6
(

1 +
2‖x− x‖

R

)m−1

max{dist(x,Ci), i = 1, . . . ,m}, ∀x ∈ Rn.

Seja C :=

m⋂

i=1

Ci. Se C 6= ∅, encontrar um ponto em C é equivalente a minimizar a

seguinte função convexa sobre Rn

f(x) =
1

2

m∑

i=1

αidist2(x,Ci), (4.4)

onde αi > 0 para todo i = 1, . . . ,m e
∑m
i=1 αi = 1. Agora, com o aux́ılio da Proposição

8, obteremos um error bounds para f. É claro que C = arg min f = {x ∈ Rn : f(x) = 0}.

Observamos ainda que

max{dist(x,Ci), i = 1, . . . ,m} 6
√

dist2(x,C1) + · · ·+ dist2(x,Cm).

Assim, fixando x0 ∈ Rn e usando a Proposição 8, temos que

dist(x,C) 6

6
(

1 +
2‖x0 − x‖

R

)m−1√
dist2(x,C1) + · · ·+ dist2(x,Cm) =

=

(
1 +

2‖x0 − x‖
R

)m−1

(
2

min
i=1,...,m

αi

)1/2

(
2

min
i=1,...,m

αi

)1/2

√
dist2(x,C1) + · · ·+ dist2(x,Cm) =

=

(
1 +

2‖x0 − x‖
R

)m−1

 2

min
i=1,...,m

αi




1/2

√√√√√
(

min
i=1,...,m

αi

)
(d2(x,C1) + · · ·+ d2(x,Cm))

2
6

6
(

1 +
2‖x0 − x‖

R

)m−1

 2

min
i=1,...,m

αi




1/2√
α1dist2(x,C1) + · · ·+ αmdist2(x,Cm)

2
=

=

(
1 +

2‖x0 − x‖
R

)m−1

 2

min
i=1,...,m

αi




1/2√√√√1

2

m∑

i=1

αidist2(x,Ci) =

=

(
1 +

2‖x0 − x‖
R

)m−1

 2

min
i=1,...,m

αi




1/2

√
f(x),
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para todo x ∈ B(x, ‖x0 − x‖). Se tomamos

M =
1

4

(
1 +

2‖x0 − x‖
R

)2−2m(
min

i=1,...,m
αi

)
(4.5)

então a desigualdade acima pode ser reescrita como sendo

dist(x,C) 6
√
f(x)

2M
. (4.6)

Assim, a função f satisfaz a condição de error bounds local com função residual

ω(s) =

√
s

2M
.

Além disso, a função ω(s) =
√

s
2M

tem um comportamento moderado. Para provar isto,

note que

ω ′(s) =
1

2M

1

2

( s

2M

)−1/2

=
1

4M

( s

2M

)−1/2

implicando em

sω ′(s) =
s

4M

( s

2M

)−1/2

=
1

2

( s

2M

)1/2
=

1

2
ω(s) = cω(s), onde c =

1

2
.

Agora, usando o Teorema 13 juntamente com as informações obtidas, deduzimos que f

satisfaz a desigualdade KL em B(x, ‖x0 − x‖) ∩ [0 < f] com função desingularizante

ϕ(s) =

√
2

M
s.

Começando de x0 ∈ Rn, chamaremos de método de projeção baricêntrica ao método

que gera a sequência (xk)k∈N dada pela seguinte recursão

xk+1 =

m∑

i=1

αiPCi(xk),

onde αi > 0 e
∑m
i=1 αi = 1. Usando a função f = 1

2

m∑

i=1

αidist2(·,Ci) e sabendo que

dist2(x,Ci) = ‖x− PCi(x)‖2 verificamos que

∇f(x) =
(
α1(x− PC1(x)) + α2(x− PC2(x)) + · · ·+ αm(x− PCm(x))

)

=

m∑

i=1

αi(x− PCi(x))

= x

m∑

i=1

αi −

m∑

i=1

αiPCi(x)

= x−

m∑

i=1

αiPCi(x),
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onde x ∈ Rn. Logo a sequência (xk)k∈N pode ser descrita pela recursão

xk+1 = xk −∇f(xk), k > 0.

Afirmação 3. ∇f é Lipschitz cont́ınuo com constante L = 2.

De fato, dados x,y ∈ Rn, temos que

‖∇f(x) −∇f(y)‖ =

∥∥∥∥∥x−
m∑

i=1

αiPCi(x) − y+

m∑

i=1

αiPCi(y)

∥∥∥∥∥

6 ‖x− y‖+
∥∥∥∥∥
m∑

i=1

αiPCi(x) −

m∑

i=1

αiPCi(y)

∥∥∥∥∥

6 ‖x− y‖+
m∑

i=1

αi‖x− y‖

=

(
1 +

m∑

i=1

αi

)
‖x− y‖

= 2 ‖x− y‖,

ou seja,

‖∇f(x) −∇f(y)‖ 6 2 ‖x− y‖, ∀x,y ∈ Rn.

Como f é uma função convexa, diferenciável e ∇f é Lipschitz cont́ınuo com constante 2

temos que f = 0+f satisfaz todas as condições do Exemplo 8. Assim, fazendo λ− = 1
2
= λ+

na Proposição 7, temos que

0 < λk =
1

2
< 1, ∀k ∈ N

implicando que o método forward-backward para f gera uma sequência que satisfaz (H1)

e (H2) com

a =
1

1/2
−

2

2
= 1 e b =

1

1/2
+ 2 = 4,

ou seja, (xk)k∈N ⊂ Rn é uma sequência que satisfaz:

f(xk) + ‖xk − xk−1‖2 6 f(xk−1), ∀k > 1. (4.7)

‖∇f(xk)‖ 6 4‖xk − xk−1‖, ∀k > 1. (4.8)

Afirmação 4. Para qualquer x̂ ∈ C, a sequência (‖xk − x̂‖)k∈N é decrescente.

Para provar a afirmação, observamos primeiro que a convexidade de f implica em

f(x̂) − f(xk) > 〈∇f(xk), x̂− xk〉, ∀k ∈ N.
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Dáı,

‖xk+1 − x̂‖2 = ‖xk+1 − xk‖2 + ‖xk − x̂‖2 + 2〈xk+1 − xk, xk − x̂〉

= ‖xk+1 − xk‖2 + ‖xk − x̂‖2 + 2〈∇f(xk), x̂− xk〉

6 f(xk) − f(xk+1) + ‖xk − x̂‖2 + 2[f(x̂) − f(xk)]

= 2f(x̂) − f(xk) − f(xk+1) + ‖xk − x̂‖2

Como x̂ ∈ C temos que f(x̂) = 0. Temos ainda que f(xk) > 0 para todo k ∈ N. Segue dáı

que

2f(x̂) − f(xk) − f(xk+1) = −f(xk) − f(xk+1) 6 0, ∀k ∈ N.

Logo,

‖xk+1 − x̂‖2 6 ‖xk − x̂‖2, ∀k ∈ N.

Isso implica que

‖xk+1 − x̂‖ 6 ‖xk − x̂‖, ∀k ∈ N,

isto é, a sequência (‖xk − x̂‖)k∈N é decrescente para cada x̂ ∈ C.

Como, para qualquer x̂ ∈ C, a sequência (‖xk − x̂‖)k∈N é decrescente temos que xk ∈
B(x, ‖x0 − x‖) para todo k > 0. Como consequência, f tem uma função desingularizante

global ϕ em B(x, ‖x0 − x‖), dada por

ϕ(s) =

√
2

M
s

a qual tem inversa

ψ(s) =
M

2
s2, s > 0,

onde M é dada por (4.5). Usando o Corolário 6 com a = 1, b = 4 e l =M, obtemos:

Teorema 16. (Complexidade do método de projeção baricêntrica para in-

terseção regular)

A sequência (xk)k∈N gerada pela projeção baricêntrica converge para um ponto x∗ ∈ C e

f(xk) 6
f(x0)(

1 + M
8

)k , ∀k > 0,

‖xk − x∗‖ 6


1 +

16

M
√

1 + 8
M




√
f(x0)

(
1 + M

8

)k−1
2

, ∀k > 1,

onde M é dado em (4.5).
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Demonstração. Pelo Corolário 6, a sequência (xk)k∈N converge para um ponto x∗ que está

em arg min f = C. Além disso,

f(xk) 6
f(x0)

(1 + 2lab−2)k
=

f(x0)

(1 + 2 ·M · 1 · 1
42
)k

=
f(x0)(

1 + M
8

)k , ∀k > 0.

e

‖xk − x∗‖ 6


1 +

1

lab−2

√
1 + 1

2lab−2




√
1
a
f(x0)

(1 + 2lab−2)
k−1
2

=


1 +

1

M · 1 · 1
42

√
1 + 1

2·M·1· 1
42




√
1
1
f(x0)

(1 + 2 ·M · 1 · 1
42
)
k−1
2

=


1 +

1
M
16

√
1 + 1

M
8




√
f(x0)

(
1 + M

8

)k−1
2

=


1 +

16

M
√

1 + 8
M




√
f(x0)

(
1 + M

8

)k−1
2

, ∀k > 1.
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